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1. はじめに：なぜ情報幾何なのか
幾何学は視覚に訴える学問である．だから，難しい理論

的な話も幾何を用いて視覚的に説明すれば，初心者にも直
感的に理解することができる．
では機械学習を幾何的に説明するとどのようになるだろ

うか．一言で言えば，機械学習とは，データが与えられた

とき，そのデータにうまくあてはまるモデルを見つけると
いう操作である．これは，分野によってシステム同定，統
計的推定などと呼ばれるものと基本的に同じである．
この操作を絵で描けば，図 1のようになる．候補となる

モデルの集合は，何らかのパラメータで表される空間をな
している． 一方，データの方は必ずしもモデルに完全に
フィットするわけではないのでその外の空間の点であらわ
そう．すると，データに最もよくあてはまるモデルを見つ
けるには，データ点からモデルの空間にまっすぐ射影を下

ろしてやればよい．モデルの空間が平らならば射影も易し
いだろうし，ぐにゃぐにゃと曲がっていれば射影を下ろす
のも大変だろう．
以上が，機械学習の幾何的解釈の大ざっぱな説明である．

しかしながら，図に書いた空間に「構造」を入れてやらな
いと，それ以上深い議論ができない．我々に最も身近なの
はユークリッド空間である． それで済めば話は簡単だが，
それではいろいろ不都合が出てくる．例えば，既存のシス
テムや統計モデルの推定法は残念ながらユークリッド空間

では解釈できない．
そこで登場するのが情報幾何というわけである．情報幾

何は確率分布の空間に（非ユークリッド的だが）「自然な」
構造を導入する．すると，確率分布に基づくいろいろな分
野，例えば統計学・情報理論・システム理論の問題を統一
的に扱うことができ，既存の推定法を説明したり，異なる
分野の関係を明らかにしたりできるようになる．そういう
意味で，情報幾何は異分野間の共通言語的な役割をもつこ
とができる可能性がある．しかしながら，工学分野の人間

にはなじみの薄い微分幾何という数学がベースになってい
るため，実際にはなかなかしきいが高いというのが現実で
あろう．そこで本稿では，情報幾何の概要を，数学的厳密
性はある程度犠牲にして，できるだけ直感に訴える形で説
明していきたい．
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図 1 機械学習の幾何的イメージ

2. 情報幾何とは何か

情報幾何は微分幾何に基づいて構築された枠組みだから，
ある程度微分幾何の概念に慣れておく必要がある．我々が
慣れ親しんでいるユークリッド空間では，「まっすぐ」「平
ら」などの概念はほとんど自明で，特に意識する必要はな

い．ところが，一般の空間ではこれらをきちんと定めてや
る必要がある．
2.1 確率分布の空間

情報幾何の出発点は，n 次元の実数パラメータ ξ =
(ξ1, . . . , ξn) をもつ確率変数 X の確率分布モデル f(x; ξ)
である（注1）．ξを座標系と考えると，確率分布モデル全体は
この座標系の張るなめらかな空間（幾何の言葉で言うと多
様体）とみなすことができ，一つ一つの確率分布はその空
間中の１点として表される．

例 1 (離散分布) X が離散変数で {x0, x1, . . . , xn}を取る
とし，Prob(X = xi) = qi(> 0)とおく．

∑n
i=0 qi = 1だか

ら，独立なパラメータの個数は n個で，例えば q1, . . . , qn

を取れば，n次元のパラメータ空間となる．

例 2 (正規分布) X を１次元実数とし，その確率密度を
f(x;μ, σ2) = exp(−(x − μ)2/(2σ2))/

√
2πσ2 とする．こ

れは μ, σ によって規定される２次元空間である．

ちなみに，上の例を考えればわかるように，パラメータ
は一般に実数空間全体に定義されるわけではなく，その部

分集合（qi > 0, σ > 0など）が定義域となっている．

（注1）f(x; �) は X が離散変数なら確率値関数であり，連続変数なら確
率密度関数である．幾何を考える都合上，f(x; �) は定義域の上
で正の値を取ると仮定する．
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図 2 曲がった空間も局所的には線形空間

2.2 点の近く：ユークリッド空間

さて，この空間 S に構造を入れてやろう．その流れを大
まかに言うと，まず各点の近傍ではユークリッド空間で近
似し，計量という量でその構造を決める．さらにその近傍
同士のつなぎかたを接続という量で決めてやることにより，
S全体の構造が決まる．以下ではまず，Sのある点 pをまっ
すぐに動かすという操作を通じてこれらの概念を説明して
いこう．以下点 p ∈ S の ξ座標を ξ(p)と書くことにする．
どんなに曲がった空間でも，pの近くでは，我々のよく

知っているユークリッド空間で近似できる（図 2）．これを
Tpと書こう（原点を点 pにおく）．ユークリッド空間なら
ば，点をまっすぐ動かすことは簡単で，Tp内の任意の方向
に直線的に進めばよい．
しかしこれが通用するのは pの近くだけで，実際には無

限小しか進むことはできない．従って，このユークリッド空
間で考えたまっすぐな方向は，運動の軌跡の接線方向（接
ベクトルという）を定めたに過ぎない．Tpはいろいろな向

きの接ベクトルの集合だから接空間と呼ばれる．
もっと長い距離をまっすぐ進むためには次節で導入する

接続の概念を使う必要があるが，ここではもう少し接空間
の構造を考えよう．S の座標軸 ξ1, . . . , ξn のそれぞれの方
向に対応する基底を e1, . . . , enと書けば，Tpの点はその線
形和

∑n
i=1 aiei で表せる（注2）．Tp の構造を決めるには ei

と ej の間の内積

gij(ξ) = 〈ei, ej〉 ( 1 )

を定めてやればよい（角度や長さが計算できる）．gij(ξ)を
（リーマン）計量という．これを ij 成分とする行列をGと
おくと，Gは正定値対称である必要はあるが，それを満た
せば任意に取ってよく，ξに依存して変化してもよい．
さて，情報幾何ではフィッシャー情報行列

gij(ξ) = Eξ [(∂il)(∂j l)] ( 2 )

を計量とする． ただし簡略化のため ∂i = ∂/∂ξi, l =
log f(x; ξ)とおいた．また，Eξ[ ]は，f(x; ξ)に関する期
待値
（注2）基底の表現法には ∂/∂ξi などいろいろな取り方があり，座標変換

などを考える際には便利であるが，本稿では特に必要がないので
�i としたまま扱う．

Eξ[g(x)] =
∫
f(x; ξ)g(x)dx ( 3 )

を表すとする（注3）．
フィッシャー情報行列を選ぶのにはいくつかの必然性が

あるが，直感的に分かりやすいのは，統計的推定の基本的
な不等式である情報量不等式（クラメール・ラオ不等式）
との関係である．N 個の独立なサンプルからなんらかの推
定法によって推定したパラメータを ξ̂とおくと，これはサ
ンプルの出方によってゆらぐ確率変数となる．ξ̂ の期待値
が真のパラメータ ξ∗に一致するとき，ξ̂の分散は，フィッ

シャー情報行列を Gとして，

Var[ξ̂] ≥ 1
N
G−1 ( 4 )

を満たす（注4）．これを情報量不等式という．最尤推定量な
どの「良い」推定量では，漸近的にはこの不等式の等号が

成立する． 従って，フィッシャー情報行列は推定量の散ら
ばり具合の逆数になっており，これを距離尺度として取る
のは自然なことである．

例 3 正規分布の場合，(ξ1, ξ2) = (μ, σ) を座標系に取る
と，log f(x; ξ) = (x − μ)2/(2σ2) − {log(2πσ2)}/2 なの
で，フィッシャー情報行列は以下のように計算できる．

G =
1
σ2

(
1 0
0 2

)
. ( 5 )

これを使うと，例えば μ, σ を dμ, dσ 微小に動かしたとき
の，変化の大きさは (dμ2 + 2dσ2)/σ2 となる．σが小さい
ときは微小な変動でも分布としての変化が大きく，σ が大
きいところでは変化は少ないことを反映している．

S に別の座標系 θを取ったとき，ξ から θへの変換がど
れだけ非線形でも，一点 pの近くで考えれば線形変換で近
似できる．具体的には pにおける ∂θi/∂ξj を ij 成分にも
つヤコビ行列 Bである．だから，Tpの点の表現は基底 ei

と係数 ai を B で変換してやれば，ξ座標系から θ 座標系
に容易に変換できる（同様に計量の変数変換もBを使って
変換できる）．これは，接空間や計量という概念が座標系

の取り方に本質的には不変であることを示している．幾何
ではこの「不変性」というのを非常に大事にしている．
2.3 ユークリッド空間をつなぐ

Sの点 pは接空間 Tpを考えることにより，接ベクトルの
方向に微小距離 dξ だけはまっすぐ動くことができた．こ
こではそれをもっと延長していこう．
新しく動いた点 ξ(p̃) = ξ(p) + dξ では，新たな接空間

Tp̃で考える必要がある．その新しい空間で，最初に動いた

（注3）xが離散変数を含んでいればその部分は総和にする
（注4）不等号は左辺から右辺を引いたものが正定値になるという意味で

ある．
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図 3 接続は接空間同士のつながり方を決める

dξと「同じ向き」のベクトル dξ′を定めてやれば，さらに
そこから微小に dξ′ だけ動かしてやることができる．この
操作を積み重ねていけば，点をまっすぐ長い距離動かせる
ようになる．
より一般に， 点 pを dε = (dε1, . . . , dεn)だけ微小変化

させて点 p̃に移したとき，Tp のベクトル dξ が Tp̃ に移っ
た先のベクトルを Πdε[dξ]と書き，これを平行移動という
（図 3）．これは dεが微小ならば線形変換であらわすこと
ができる．具体的には，まず Tp の基底 ej の平行移動を

Πdε[ej ] = ẽj −
∑
i,k

dεiΓk
ij ẽk ( 6 )

と書こう（ただし ẽj は Tp̃ の基底）．この式の Γk
ij を接

続 (係数)という．直感的には，接ベクトルは移動量に比例
して接続係数の分だけ方向を変える． 一般の接ベクトル
dξ =

∑n
j=1 ajej は，

∑n
j=1 ajΠdξ[ej ]に移ることになる．

点のまっすぐな移動は，dξ′ = Πdξ[dξ] によって接ベク
トルをそれ自身の方向に平行移動させる操作を連続的に繰
り返せばよい．こうして得られた軌跡はまっすぐな線を定
義するが，これはたまたま取った座標系 ξで見たときに直
線になっているとは限らないので，測地線という別の名前
がついている．
2.4 α-接続

さて，接続係数はどのように決めたらよいのだろうか．
二つの接ベクトル dξ1, dξ2を平行移動させたとき，通常は

その幾何的な関係が変わって欲しくない．具体的には，平
行移動させる前の内積と，平行移動させた後の内積は同じ
値であってほしい． この制約下では，接続係数は計量 gij

に依存して一意に決まってしまう（注5）．これをリーマン接
続（またはレビチビタ接続）という（注6）．だから，普通の
微分幾何では空間の構造は計量だけから決まってしまう．
ところが，後で述べるように統計的な立場からは，むし

ろ内積を保存しない接続の方が意味をもつ場合がある．と
いっても何でもいいわけではなく，ある種の統計的不変性

を仮定すると，接続係数は次のように自由パラメータ αを

（注5）ただし対称性 Γk
ij = Γk

ji を仮定する．
（注6）リーマン接続のもとでは，測地線は２点を結ぶ最小距離の曲線に

なっていることも言える．

もつものに限定される． 便宜上接続係数 Γk
ij を計量 gij で

変換したものを Γij,k =
∑

h Γh
ijghk とおくと，

Γ(α)
ij,k = Eξ

[(
∂i∂j l +

1 − α

2
∂il∂j l

)
∂kl

]
( 7 )

となる．これを α-接続という．α = 0の場合がリーマン接続
となるが，情報幾何では次の節で見るようにむしろα = ±1
の場合が特に重要である．
2.5 平坦な空間

接続係数は，微小な距離にある接空間の間の「ずれ」を
表している．もし，ある座標系 ξを取ったとき，その α-接
続の接続係数が全部 0 だったらそのずれも当然 0 である．
このような座標系は存在するとは限らないが，もし存在す
るなら，α-(アファイン)座標系といい，その空間は α-平
坦であるという．
α-平坦な空間では，測地線は α-座標系での直線として表

される（α-測地線）．これは感覚的にはユークリッド空間に
かなり近いまっすぐな構造をもつ空間である（計量が場所
によって違うのでユークリッド空間とは異なるが）． ほか
にも α-平坦な空間はいろいろと便利な性質があり，工学的
に有用な多くの応用例では α-平坦な空間の場合を考える．

例 4 指数分布族と呼ばれる

f(x; θ) = exp

(
n∑

i=1

θiFi(x) − ψ(θ) + C(x)

)
( 8 )

という形の分布族は θをアファイン座標系として 1-平坦で
ある．この分布族は統計の情報幾何において中心的役割を
果たすもので，1-接続，1-平坦などのことを特に e-接続，e-
平坦などと呼ぶ（e:exponential）．なお，正規分布は指数
分布族の形をしており，F1(x) = x,F2(x) = x2 とおくと，
その e-座標系は θ1 = μ/σ2, θ2 = −1/(2σ2) となる．

例 5 確率分布 Fi(x)の線形和で定義される混合分布族

f(x; θ) =
n∑

i=1

θiFi(x) + (1 −
n∑

i=1

θi)F0(x) ( 9 )

は θ をアファイン座標系として −1-平坦である．従って，
−1 接続，−1-平坦のことを特に m-接続，m-平坦と呼ぶ
（m:mixture）．

例 6 より一般的に α �= 1をパラメータとして

f(x; θ) ∝ (
n∑

i=1

θiFi(x))2/(1−α) (10)

という形の分布族（α-分布族）を考える．これは α �= −1
を除いて一般に α-平坦ではない（注7）．このように，一般に

確率分布で考えている限りは α = ±1の場合だけが特別な
ので，応用上もほとんどが±1-接続 つまり e-接続かm-接
続を扱う．
（注7）ただし，確率の総和が１という条件を外して拡大した空間では α-

平坦になる．拡大した空間については 3.4 も参照．

計測と制御 第 XX 巻 第 XX 号 XX 年 XX 月号 3



2.6 双対座標

互いに符号が反対の接続，α-接続と−α-接続はいろいろ
な意味でペアになっている．そのうちでも最も基本的な性
質は，ある空間が α-平坦なら，同時に−α-平坦でもあると
いうことである（双対平坦）．ただし，それぞれアファイ
ン座標系は別のものになる．
双対平坦な空間 S の α-座標系を θ = (θ1, . . . , θn)，−α-

座標系を η = (η1, . . . , ηn) で表すことにしよう（注8）．これ
らは以下のルジャンドル変換と呼ばれる関係によって相互
に変換される．ルジャンドル変換とは，ポテンシャル関数
ψ(θ), ϕ(η)が存在し，

ψ(θ) + ϕ(η) −
n∑

i=1

θiηi = 0, (11)

∂ψ(θ)
∂θ

= η,
∂ϕ(η)
∂η

= θ (12)

という関係が成り立つことをいう．ちなみに，θ 座標に対
する計量を gij，η 座標に対する計量を gij と書くと，

∂ηi

∂θj
= gij ,

∂θi

∂ηj
= gij , (13)

という関係があるので，gij および gij は計量であると同時

に，局所的な座標変換のヤコビ行列となっている（注9）．ま
た，接空間 Tpの α座標での基底 eiと−α座標での基底 ej

の間に

〈ei, e
j〉 = δj

i (14)

という双直交の関係が成立する．最後の関係は，後で出て
くる直交射影と深く関係している．直交性を見るには一つ
の座標系だけで見るよりも双対座標とペアにして見た方が
わかりやすい．

例 7 双対平坦という関係から，指数分布族は 1-平坦（e-
平坦）であると同時に−1-平坦（m-平坦）でもある．これ
に対応するm-座標系は ηi = Eθ[Fi(x)]となり，これは十
分統計量の空間である（3.1参照）．従って観測されたデー
タから十分統計量を計算すれば，それを e-座標を用いて S

の点として扱うことができる．
例えば，正規分布（例 4）の場合は，η1 = E[x] = μ,

η2 = E[x2] = μ2+σ2となり，観測データはそのサンプル平

均 μ̂とサンプル分散 σ̂2を用いて空間の点 η = (μ̂, μ̂2 + σ̂2)
として表せる．また，ポテンシャル関数 ψ(θ)は (8)式の
ψ(θ) そのものであり，ϕ(η)は (11)式から求まる．
（注8）本稿では詳しく説明しないが，上付き添え字と下付き添え字を区

別して双対関係を記述すると便利である．詳しくはテンソルに関
する文献18) を参照のこと．また，すでに述べたように，α-測地
線は � 座標での直線，−α-測地線は � 座標での直線となる．

（注9）すぐわかるように gij と gij は互いに逆行列の関係にある．

一方，混合分布族は 1-平坦（e-平坦）でもある．これに
対応する e-座標系は，指数分布族のように単純な形をして
いない．従って，双対平坦ではあるが混合分布族よりも指
数分布族の方が統計的推定との関連がつけやすい．

2.7 部分空間と射影

本稿の一番最初に述べたように，機械学習の幾何的意味
というのは観測されたデータをモデルの空間に射影するこ
とである．情報幾何では，データとモデルの両方を含む大
きな確率分布の空間 S は，双対平坦なもの（指数分布族な
ど）を考え，モデルをその部分空間で，データを経験分布
に対応する S の点として位置づける．以下では部分空間の
性質と，射影について説明する．

ユークリッド空間でも，平らな部分空間への射影は曲がっ
た部分空間への射影よりも易しい．情報幾何でも平坦な部
分空間は重要な概念である．双対平坦な空間 S があったと
き，その α-座標系での平らな部分空間（つまり線形部分空
間）M をα-平坦な部分空間という（注10）．ここで注意を要
するのは，S 自身の平坦性と異なり，α-平坦な部分空間だ
からといって−α-平坦とは限らないことである．
さて，部分空間への射影を考える際に重要な概念がダイ

バージェンスである．双対平坦な空間の２点 p,qの間 のα-
ダイバージェンスはルジャンドル変換の式（11）に類似し
た以下の式で定義される．

D(α)(p‖q) = ψ(θ(p))+ϕ(η(q))−
n∑

i=1

θi(p)ηi(q)(15)

これは点の間の隔たりを表すものであるが，数学的な「距

離」ではない．なぜなら対称性や三角不等式が満たされな
いからである．ではなぜこんなものを考えるかというと，ア
ファイン座標系と相性がいいのと，距離ではないとはいっ
ても距離の重要な性質を多く受け継いでいるというのがそ
の理由である． 具体的には D(α)(p‖q) ≥ 0であり，等号
は p = qのときに限り成り立つ． また，pと qが非常に近
いときは距離に一致する．ちなみに，双対となる−α-ダイ
バージェンスはD(−α)(p‖q) = D(α)(q‖p)となる．
特に，指数分布族を考えると，その α = 1 での e-ダイ

バージェンスは二つの分布 f(x)と g(x)のカルバックダイ
バージェンス

K(f‖g) =
∫
f(x)[log f(x) − log g(x)]dx (16)

に一致し，双対の α = −1 での m-ダイバージェンスは
K(g‖f) となる．
ユークリッド空間での射影が簡単な理由の一つは，ある

点から部分空間内の点への距離が直交方向への距離成分と
部分空間内の距離成分に分解できることにある（ピタゴラ

（注10）空間自体の平坦性と区別するために α-自己平行部分空間と呼ぶ
こともある．
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α-測地線

図 4 射影はダイバージェンスの停留点

スの定理）．情報幾何の場合も，次のように拡張されたピ
タゴラスの定理が成り立つ．

定理 1 (拡張ピタゴラスの定理) 双対平坦空間 S の点
p, q, r に対し，p と q を α-測地線で結び，q と r を −α-
測地線で結ぶ．この二つの測地線の qにおける接ベクトル
が直交するとき，以下の関係式が成り立つ：

D(α)(p‖r) = D(α)(p‖q) +D(α)(q‖r). (17)

ここで，S の点 pから部分空間M に引いた α-測地線が点
q でM と直交しているときα-射影とよぶことにする．ピ
タゴラスの定理から，部分空間への α-射影と α-ダイバー
ジェンスとの関係が導かれる．

定理 2 (射影定理) 双対平坦空間 S の点 pから，部分空間
M への α-射影 qは，α-ダイバージェンスD(α)(p‖q)の停
留点である．特に，M が−α-平坦な部分空間なら，射影は
一意的に存在し，D(α)(p‖q)の最小値をとる．

S は双対平坦だから，ピタゴラスの定理と射影定理は αと
−αを入れ替えても成り立つ．
射影定理により，M が −α-平坦な部分空間の場合，α-

射影を取るのが自然である．その場合，以下のように，M
の中と外とで α-座標と−α-座標を分けて取る方が，皆まっ
すぐな世界になるのでわかりやすい．

M が k 次元の −α-平坦な部分空間の時，座標成分を最
初の k 個と残りの n − k 個に分けて，(θI,θII), (ηI,ηII)
とおこう．あらかじめ ηに適当に線形変換を施しておくこ
とにより，M は ηII = η̂II（定数）を満たす線形部分空間
となるようにできる (図 5)．ここで新たに，(θI; ηII) とい
う混合座標系という二つの座標系を混ぜたものを考える．S
の任意の点はこの混合座標を用いても一意的に表現される．
混合座標を用いると，(θI; ηII) からM への α-射影は単に
後半を η̂IIでおきかえた (θI; η̂II)で求められ，α-射影の具
体的な表示が得られる．

3. 機械学習の情報幾何

前節まで見てきたように，情報幾何では双対平坦な空間
（特に e-平坦，m-平坦）が幾何的に単純な構造を持つ．そ
して実際，以下で述べる多くの問題が平坦な空間の性質を
生かした学習モデル，学習アルゴリズムを扱っている．

S

M(−α-平坦)

α-射影

(�I;�II)

(�I; �̂II)�̂II

�I

�II

�I

図 5 混合座標系で書けばまっすぐに見える

3.1 統計的推定

例 7で述べたように，統計的な扱いやすさから，ここで
は S として指数分布族を仮定しよう．その際，仮定したモ
デルを含むような十分広いものを選ぶ必要がある．すると，
モデルは S の部分空間M として表現される．これを曲指
数分布族という．
一方，指数分布族では情報を落とすことなくデータを

十分統計量に集約できる． 十分統計量は N 個のサンプ
ル x1, . . . , xN が観測されたとき，Fi(x) のサンプル平均
ri =

∑N
j=1 Fi(xj)/N で計算される． この ri を ηi 座標成

分として，データ点を S の点 η = r で表すことができる．
モデルM がSそのものであれば，座標値そのものが答え

なのだから，ηから θに座標に変換すればモデルパラメー
タが求まる．だが，一般の場合は，η = rはM の外の点な
ので，射影を取らなくてはならない．統計的推定で用いら
れる最尤推定は，m-射影を取っていることに相当している．
m-射影は e-平坦な部分空間に対しては非常に単純になる．
3.2 線形システム

本稿の読者にはシステム制御理論をご専門とされる方も

多いであろう．正規ノイズを入力とする最小位相の線形シ
ステムは，パワースペクトルで特徴付けられる．対応する
確率モデルは，システムのイノベーションの周波数成分が
パワースペクトルを分散とする（一般には無限次元の）正
規分布となる．実はこのパワースペクトルの空間はすべて
の αに関して α-平坦となっている4)．

AR モデルや MA モデルはこのパワースペクトル空間
の部分空間として特徴付けられるが，AR モデルは e-平坦，
MA モデルは m-平坦な部分空間となっており，推定が単
純であるが，ARMA モデルは AR と MA の両方を合わ
せたような空間になっているため，どちらに関しても平坦
ではなく，一般に推定は難しい（図 6）．
また，フィードバックシステムなどの安定性を議論する

際には，行列の固有値が重要な役割を果たす． その中でも
正定値行列の空間が基本的で，これは正規分布の分散の空
間とみなすことができるので，平坦な部分空間として扱う
ことができる25), 29)．
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ARMA モデル

ARモデル（e-平坦）

MA モデル（m-平坦）

線形システム全体 S（α-平坦）

図 6 線形システムの空間

3.3 隠れ変数モデル

統計的推定において，確率変数X のうち一部の成分だけ
が観測され，残りは観測できない状況を考えよう1), 10), 30)．

この場合は，データは十分統計量のうち一部だけしか与え
られないので，η座標の１点として表すことはできない．簡
単のため，十分統計量が r = (rV , rH)と分けられると仮
定し，データが rV だけを規定するとしよう（注11）．各デー
タは ηV = rV で規定され ηH は任意の値を取りうる部分
空間 Qとして表される．これは，S が指数分布族ならm-
平坦な部分空間である．
データが１点では表せないので，データの部分空間Qに

最も近いモデルの部分空間M の点を見つけるということ

を考えよう．適当な初期値 p ∈M から初めて，次の二つの
ステップを繰り返すアルゴリズムが考えられる（図 7）．

1. p ∈ M から Qに e-射影を取り q ∈ Qとする．
2. q ∈ QからM にm-射影を取り p ∈ Qとする．
このアルゴリズムは e-射影と m-射影の頭を取って em-ア
ルゴリズムと名づけられている．ここで都合がいいこと
に，M から Q へは e-射影で，反対向きの Q から M へ
はm-射影を取っている．双対接続でのダイバージェンスは
D(−α)(p‖q) = D(α)(q‖p) という関係にあるので，いずれ
の射影もM とQの関係で見れば同じ評価基準を最小化し

ているものであることがわかる．もしM が e-平坦で，Q
がm-平坦なら，各ステップでの射影は一意的となり，幾何
的に単純となる．また，一般に emアルゴリズムは，二つ
の部分空間の間のダイバージェンスの極小値に収束するこ
とがわかっている．
一方，それより以前から知られているアルゴリズムに EM

アルゴリズムがある（注12）．EMアルゴリズムでは Eステッ
プで対数尤度の条件付き期待値を計算するが，それは em-
アルゴリズムの第１ステップを

1. p ∈ M から q ∈ Qへの写像として，ηH(q) = Ep[rH |
（注11）実はこれは十分一般的な仮定で，ほとんどの場合適当な線形変換

によりこの形にできる．
（注12）詳しくは本特集の上田氏の記事を参照．EM は expectation-

maximization の頭文字で em は exponential-mixture の頭文
字で，偶然同じになっている．

e-射影

m-射影

モデルM

データ Q

S

図 7 emアルゴリズム （Qがm-平坦，M が e-平坦な
ら各射影は一意的）

rV ]を取る（注13）．
におきかえることに相当する．多くの場合どちらのアルゴ

リズムも一致するが複雑な問題設定では異なる場合もあ
る（注14）．
3.4 集団学習

三人寄れば文殊の知恵ということわざがあるが，複数の学
習モデルを組み合わせることによって高い性能を実現する手
法を集団学習あるいはアンサンブル学習という．例えば，入
力xが−1か 1かを識別するような識別器h1(x), . . . , hn(x)
を組み合わせて，θi ≥ 0で重み付けた多数決

y =
n∑

i=1

θihi(x) (19)

の符号を最終的な出力とする．その際できるだけ性能の高い
θi を求めることが問題となる．集団学習の中でもブースティ
ングと呼ばれるアルゴリズムは非常にうまくいくことがわか
っており，その幾何的な解釈も研究されている14), 15), 21)～23)．
ここでは xを入力して yを出力するという入出力型なの

で，条件付き確率 f(y | x)をモデル化する．まず，確率分
布を積分すると 1になるという制限を外してより広く拡張
した空間 S̃で考える．ブースティングは，S̃の中でデータ
点からモデルの空間M への射影としてとらえることがで
きる．
モデルM ⊂ S̃ は次の正規化項のない指数分布型モデル

m(y | x; θ) = exp

(
n∑

i=1

θiFi(x, y) + C(x, y)

)
(20)

を取る． ただし，Fi(x, y)は

Fi(x, y) =
1
2
{yhi(x) − Eemp[yhi(x) | x]} (21)

（注13）これは点 pのパラメータ �(p) で決まる十分統計量の条件付き分
布 f(�H | �V ;�(p)) での期待値∫

f(�H | �V ;�(p))�Hd�H (18)

を表す．
（注14）S を確率分布全体の空間に取れば一般的に等価性が言える．また，

異なる場合もサンプル数が増えれば差が小さくなる．
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経験分布 p

p̂p̂

初期解 q0 ∈ M

e-射影m-射影

モデルM(e-平坦) モデル Q(m-平坦)

等価

拡張空間 S̃ S̃

図 8 ブースティング． 実際には右の最適化問題を逐次的
に解く．

とする（注15）．
M は S̃ の中の e-平坦な部分空間なので，m-射影が一意

に求まる．ただし，それを直接解く求めることは難しいの
で，まずそれを等価な問題におきかえる．
具体的には，データ集合 {(xj , yj)}N

j=1 が与えられたと
き，以下の条件を満たすm(y | x) の集合Q ⊂ S̃を考える．

N∑
j=1

m(yj | xj)Fi(xj) = 0, ∀i = 1, . . . , n. (22)

これはmに関する線形制約で，S̃の中のm-平坦な部分空間
になっている（注16）．先に述べたデータ点からM へのm-射
影は，q0(y | x) = exp(C(x, y)) ∈ M という関数からQへ
の e-射影に一致する（図 8）ことが証明できる．ブースティ
ングアルゴリズムは，q0(y | x)を初期解として，θ1, . . . , θn

を逐次的に求めていくことにより，最終的にこの射影を求
めていると解釈できる．
3.5 平均場近似・変分ベイズ法

確率変数の間の関連性をグラフの形で記述したモデルを
グラフィカルモデルといい，その汎用性から様々な分野で
広がりつつある．その構造の入れ方によってベイジアンネッ

トワーク，ランダムマルコフ場モデルなどと呼ばれること
がある．また，カルマンフィルタや隠れマルコフモデルな
どもその一種とみなすことができる．
さて，グラフィカルモデルでは，局所的な関係が全体に

影響を及ぼすため，ある確率変数に関する期待値を取るだ
けでも，確率変数全体に対する和を計算しなければならず
指数的に大きな計算量が必要となることがある（注17）．
そこで用いられるのが，平均場近似（あるいは変分ベイ

ズ法）と呼ばれる近似法である20)．ここではその中でも，

（注15）Eemp[ | x]は観測データに基づく経験分布での条件付き期待値を
表す．M 自身が観測データに依存したものになっているので，通
常の統計的推定とはこの意味でも若干異なることに注意．

（注16）厳密な説明は省くが，直感的には，確率分布全体の空間の中では，
指数分布族のように確率分布の logの線形空間が e-平坦で，混合
分布族のように確率分布そのものの線形空間が m-平坦な部分空
間となる．3.5 でも同様の議論を使う．

（注17）詳細は省略するが，無向グラフで表したときに，グラフ内にルー
プがあるような場合に多くの計算量が必要となる．

真の分布 f

初期解 g

e-射影

モデルM(e-平坦)

交互最適化

S

図 9 ナイーブ平均場近似． 変分ベイズ法では交互最適化
によって局所最適解に収束させる．

最も単純なナイーブ平均場近似についてその幾何的な意味
を説明する．
一般に，f(x1, . . . , xm)という確率分布が与えられたと

き，各確率変数が独立ならば，変数ごとの計算にばらすこ
とができるので都合がよい．そこで，独立な確率分布全体
の空間M を取り，もとの分布 f をM に射影する．
M の要素 g(x1, . . . , xm)はその周辺確率分布の積

g(x1, . . . , xm) = g(x1) · · · g(xm) (23)

で書ける．これは e-平坦な部分空間である．情報幾何の観
点からは e-平坦な部分空間へはm-射影を取るのが自然であ
るが，m-射影を取るために必要なカルバックダイバージェ
ンスはもとの分布 f に関する平均操作を必要とするため計

算が容易でない． 一方 e-射影はM の分布での平均操作な
ので，変数ごとにばらばらに行えばよく非常に都合がよい．
そこで，e-平坦な部分空間とm-射影という美しい組み合

わせはあきらめて，e-射影を取るというのがナイーブ平均
場近似の考え方である．e-射影なので，射影の一意性など
は保証されないが，少ない計算量で最適化ができる．変分
ベイズ法ではある初期解からスタートし，１ステップで一
つの変数だけに着目して射影する（交互最適化）ことによっ
て局所最適解に収束させることが多い（図 9）．
グラフィカルモデルを用いた現実的な問題（特に最近は符

号化への応用が盛んである）では，ナイーブ平均場近似では
近似が荒すぎるので，より複雑な近似手法が開発され，それ
らに関しても幾何的な理解が進みつつある16), 17), 19)（注18）．

4. おわりに

本稿では確率的な学習モデルを幾何的に眺める方法につ
いて，特に平坦な空間への射影という観点から大まかに説

明した．本稿で扱えなかった問題として，グラフィカルモデ
ルにおけるマルコフ連鎖モンテカルロ（MCMC）法の幾何
的解釈27) や，確率分布のパラメータの次元縮小2), 13) など
があり，やはり平坦な構造に着目している．一方，情報幾
何は平坦でない場合についてもさまざまな研究がある．接

（注18）基本的に類似な手法だが，クラスタ変分法，TAP 平均場近似，
ルーピービリーフプロパゲーション，CCCP 法などといったよ
うにいろいろなバリエーションがある．
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続係数から計算される曲率や捩率と呼ばれる幾何的な量が
学習モデルの性能解析や性能向上に重要な役割を果たす．
紙面の制約と筆者の力不足から，必ずしも易しい解説に

なったかどうか自信がないが，少しでも情報幾何に興味を
持っていただける方が増えれば幸いである．また最後に挙
げた面白いトピックについても触れることができなかった
が，多くの参考文献を挙げておいたので詳しくはそちらを

参考にして頂きたい．
（2005 年 X 月 XX 日受付）
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